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OZET

Giliniimiizde artan rekabet ile birlikte 6zellikle lojistik ve hizmet sektdriinde stratejik planlar
giinden giline 6nem kazanmakta ve isletmelerin hedefi maliyet ve zaman ac¢isindan kar elde
etmektir. Bu hedefe ancak dogru bir plan yapilarak ulasilabilir. Etkin ve verimli bir bakim
plan1 yapabilmek i¢in meydana gelen ariza tiplerini ve bu ariza tiplerinin ne zaman ortaya
cikacagmin kestiriminin yapilmasi ¢ok onemlidir. Ariza kestirim problemi dogasi geregi
bir¢ok belirsizligi igermekte olup dogru kestirim yapabilmek olduk¢a zordur. Ciinkii dogru
sonu¢ elde edebilmek i¢in kullanilan verinin yapisi, biiylikliigii ve karmasikligi son derece
onemlidir. Bu nedenle ariza tahmini konusunda birgok yontem gelistirilmistir. Bu
yontemlerin en bagarili olanlarindan biri yapay zeka temelli yonteme dayanan Destek Vektor
Regresyondur (DVR). Bu ¢alismada 15 adet tramvay aracinin ge¢mis donem ariza bilgileri
kullanilarak gelecekte meydana gelebilecek arizalarin tahmin edilmesi hedeflenmistir. DVR
sonucu incelendiginde egitim Ortalama Mutlak Yiizde Hata (MAPE) degeri 1.26843, test
MAPE degeri ise 1.65218 olarak bulunmustur. Determinasyon katsayilari ise egitim ve test
degerleri igin sirasi ile 0.999727 ve 0.999628 olarak sonug¢landiriimistir.
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ABSTRACT

With the increasing competition, strategic plans are gaining importance day by day,
especially in the logistics and service sector, and the goal of the operations is to make profit
in terms of cost and time. This goal can only be achieved by making the right plan. In order
to make an effective and efficient maintenance plan, it is very important to predict the types
of failures that occur and when these types of failures will occur. The fault estimation
problem, by its nature, contains many uncertainties and it is very difficult to make an
accurate estimation because the structure, size and complexity of the data used are extremely
important in order to obtain accurate results. For this reason, many methods have been
developed for fault prediction. One of the most successful of these methods is Support
Vector Regression (SVR) based on artificial intelligence-based method. In this study, it is
aimed to predict future failures by using the historical failure information of 15 trams. As a
result of the DVR, the training MAPE value is 1.26843 and the test MAPE value is 1.65218.
The determination coefficients are 0.999727 and 0.999628 for the training and test values,
respectively.
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SIMGELER VE KISALTMALAR
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p Girig vektoriiniin boyutu
R? Determinasyon katsayisi

S Mevsimlik dalgalanmalar
T Trend

w Agirlik vektori

o’ Bant genisligi

€ Duyarsiz kayip fonksiyonu
Xi Girdi verileri

Vi Cikt1 verileri

f() Regresyon fonksiyonu
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1. GIRIS

Ulasim sektoriinde mevcut rekabet ortamindan dolayi, giivenilirlik ve ariza tahmini igin
tekniklerin gelistirilmesine yogun bir ilgi gosterilmistir. Glvenilirlik analizi, {riin
performanslarinin degerlendirilmesinde ve siirdiiriilebilir {liretim i¢in bakim planlarinin
yapilmasinda ¢ok énemli bir rol oynamaktadir. Ozellikle bu sektdrdeki temel endise,
miisterilerden gelen artan talepleri karsilamak ve hiikiimetler tarafindan uygulanan daha siki
yasa ve diizenlemelere uymaktir. Sistem gilivenilirlik indeksleri zamanla degistiginden, bunu
dogru bir sekilde tahmin etmek kolay degildir. Aslinda, bir 6genin giivenilirliginin tahmin
modellemesi, tasarim, dogrulama ve tanimlama, ¢alistirma ve bakim asamalari dahil olmak
lizere isletme dongiisiinin ¢esitli asamalarinda gerceklestirilebilir. Yani tahmin
modellemesi, herhangi bir kademede elde edilen giivenilirlik tahminleri, bakimi ve
muhtemelen iyilestirilmesi i¢in uygun eylemlerin gerceklestirilmesine izin vermek igin

bilesenin performans gelisimini tahmin etme odakli ¢aligir.

Modern siireglerde, sistemlerde ve tesislerde artan karmasiklik nedeniyle, is karliliginin
olagan ihtiyaclari, insan yasaminin giivenligi ve ¢evrenin korunmasi ile birlikte, miithendislik
sistemlerinin gilivenli ve gilivenilir ¢alismas1 giderek daha 6nemli hale gelmekte ve arastirma
ve uygulamada artan ilgi gormektedir. Giivenilirlik analizi ve risk degerlendirmesi,
olasiliklarinin ve sonuglarinin sayisallastirllmasiyla bilesen ve sistem arizalarinin
incelenmesi i¢in saglam teknik cergeveler sunar. Bu analiz cergeveleri iginde, dnemli bir
gorev gilivenilirlik tahminidir. Giivenilirlik durumunun tarihsel egiliminin bir zaman serisi
olarak verildigi durumlarda, giivenilirlik tahmini, ¢6ziimii gegmis veri gozlemlerine dayali
olarak giivenilirligin gelecekteki degerlerini tahmin etmeyi gerektiren bir zaman serisi

tahmin problemi olarak kabul edilebilir.

Isletme tesisi sahipleri, giivenilirlik analistlerinin maliyetli arizalar1 ve kazalari ortadan
kaldirarak ve nihayetinde maliyet kayiplarini ve itibarin azalmasini 6nleyerek karlarini en
iist diizeye ¢ikarmalarini istemektedir. Calisan bilesenlerin ve sistemlerin giivenilirligi sabit
olmadigindan ve kullanim dmiirleri boyunca degistiginden, istenen diizeyde arizasiz ¢alisma
ortami ve glivenligin garanti edilebilmesi i¢in meydana gelen ariza sikligini izlemek ve

kontrol etmek i¢in bakim, iyilestirme ve yenileme eylemleri kullanilir.



Mevcut pazarin rekabet¢ci dogasi nedeniyle tahminler, bilesenin farkli asamalardaki
performans gelisimi hakkinda fikir verir ve bakim ve tasarim asamalar sirasinda uygun
proaktif eylemlerin hayata geg¢irilmesini miimkiin kilar. Bir giivenlik sisteminin
giivenilirligini tahmin etme yetenegi, basarili bir sistem tasarimi i¢in kritik 6neme sahiptir
ve bu soruna yaklagmanin g¢esitli yollar1 vardir. Giivenilirlik tahmini, ariza oranini ve arizalar
arasindaki ortalama siireyi hesaplamak i¢in en yaygin giivenilirlik analizi bigimlerinden
biridir.

Gergek diinyada, bazilar1 birbirine bagimli olan bir dizi zamana bagli ve harici degisken
(operasyonel ve c¢evresel) giivenilirlik Olclisiinii  etkiler. Gergek giivenilirlik
performansindaki homojenlikler buna dahildir. Sonu¢ olarak, giivenilirlik davraniginin
karmasikligini1 gercekei bir sekilde modellemek i¢in, gelismis matematiksel formiilasyonlara
ve kiilfetli sayisal ¢oziimlere agirlik verilerek daha karmasik olasiliksal modeller
uygulanmalidir. Bununla birlikte, zorlu modelleme gorevinin, model parametrelerini
ayarlamak i¢in gerekli veriler mevcut olmayabileceginden, beklenen dogrulukta giivenilirlik

tahminlerine yol agmayabilecegi belirtilmelidir.

Tiim bu aciklamalar neticesinde, ¢alismanin ilk kisminda makine 6grenmesi kavraminin
hangi amag ile ortaya ¢iktigindan, gelisim siireci ve tarihinden ve bu zamana kadar yapilmis

olan kayitlara ge¢mis literatiirden bahsedilmistir bahsedilmistir.

Devam eden boliimlerde, Destek Vektor Makineleri (DVM) algoritmalarinda kullanilan veri
yapilarinin  Oneminden bahsedilmis ve problemlerin analizinde kullanilan ¢ekirdek
fonksiyonlarindan bahsedilmis olup Destek Vektor Regresyonda (DVR) kullanilmakta olan

kayip fonksiyonlari ve zaman serileri incelenmistir.

Son olarak, sehir igi bir ulasim firmasinin biinyesinde yer alan bir tramvay hattina ait 15 adet
hafif rayli sistem aracinda meydana gelen arizalarin tahmini igin diizenlenen verilerde
Destek Vektor Regresyon ile galisilarak MATLAB R2018a programinda bir modelleme
yapilmis ve bu modele dayanarak tahminler elde edilmistir. Yapilan modellemede 2019-
2021 yillar1 arasinda meydana gelen 603 adet tramvay arizast kullanilmistir. DVR igin
cekirdek fonksiyonlar1 arasinda en az hata oranina sahip olan ¢ekirdek secilmistir. En iyi

tahmin en az hata oranlarina sahip olan Polinom ¢ekirdek ile gergeklestirilmistir.



2. LITERATUR TARAMASI

Literatiirde yer alan daha 6nceden yapilmis caligmalara dair son yillarda, regresyonunun
ampirik tekniklerine dayanan yeni giivenilirlik modelleme paradigmalar1 ortaya ¢ikmustir.
Ozellikle, Yapay Sinir Aglar1 (YSA), bir zaman veya uzay alani iizerinde siirekli degisen
dogrusal olmayan fonksiyonlarin regresyonu igin evrensel bir yaklagim olarak onerilmistir.
Bu teknigin uygulamalar1 giivenilirlik tahminini icermektedir. Ornegin, Karunanithi ve
digerleri [1], Dohi ve digerleri [2], Cai ve digerleri [3], Ho ve digerleri [4], Tian ve Noore
[5,6] ve Hu ve digerleri [7], yazilim giivenilirligini tahmin etmek igin hem klasik hem de
tekrarlayan Cok Katmanli Algilayict (CKA) sinir aglarini kullanmistir. Xu ve digerleri [8]
motor giivenilirli§ini tahmin etmek icin ileri beslemeli CKA ve Radyal Temel Islev (RTI)
sinir aglarin1 uygulamistir. Kullanilacak sinir aglarinin uygun mimarilerini belirlemek icin
bir duyarlilik analizi yapilmistir. Deneysel sonuglar, onerilen sinir modelinin geleneksel
CKA ve Otoregresif Entegre Hareketli Ortalama (OREHO) modellerinden daha {istiin
tahmin performansina sahip oldugunu gostermistir. Su ve digerleri [9] motor giivenilirligini
tahmin etmek i¢in OREHO modellerini sinir ag1 teknikleriyle birlestirmistir. Ortaya ¢ikan
modelin, OREHO' dan daha iyi tahmin dogrulugu elde ettigi ortaya ¢ikmistir ve geri yayilim
sinir ag1 modelleri ayr1 ayr1 kullanilmistir. [10]'da, donanim bilesenlerinin giivenilirligini ve
ariza siiresini tahmin etmek i¢in bir Sonsuz Darbe Tepkisi Yerel Olarak Tekrarlayan Sinir
Ag1 (SDT-YOTSA) modelleme yaklagimi [11] nerilmistir. Giivenilirlik tahmininde TIR-
LRNN yeteneklerini arastirmak i¢in CKA, OREHO ve RTI dahil olmak iizere cesitli
o0grenme modellerinin tahmin performansi, motor ariza siiregleri ile ilgili karsilastirmali
calismalarda  degerlendirilmistir. Sonuglar, STD-YOTSA' nin RTI ve OREHO
modellerinden daha iyi performans gosterdigini ve CKA modeliyle karsilastirilabilir

dogruluga sahip oldugunu gostermistir.

Sinir aglari, verilerin 6zellikleri hakkinda onsel varsayimlar olmaksizin herhangi bir
dogrusal olmayan islevi esleyebilen evrensel islev tahmincileridir. Teori, geleneksel
istatistiksel modellere kiyasla giivenilirlik dinamiklerini tanimlamada daha giigliidiir.
Istatistiksel dgrenme teorisinin ortaya ¢ikmasi ve gelismesiyle birlikte, sinir aglarinin
giivenilirlik mithendisligindeki uygulamalarinin arastirilmasi kademeli olarak yapilmistir.
Zheng, sinir ag1 topluluklarina dayali, parametrik olmayan bir yazilim giivenilirlik tahmin
sistemini gostermis olup birden fazla sinir agini birlestirerek sistem Ongoriilebilirligini

gelistirmistir. Lolas ve Olatunbosun, sinir aglari gibi bir aracin gilivenilirlik performansi



tahminlerinde kullanim i¢in nasil tasarlanabilecegini ve optimize edilebilecegini

gostermistir.

Diger bir o6grenme yoOntemi ise Vapnik tarafindan Onerilen, yapilandirilmis risk
minimizasyonu ilkesine ve istatistiksel Ogrenme teorisine dayanan Destek Vektor
Makinesidir (DVM). DVM' ler, diger sinir ag1 modellerinden daha iyi genelleme
performansina sahiptir. DVM' lerin ¢6zliimii benzersizdir, optimaldir ve dogrusal olmayan
optimizasyon gerektiren diger aglarin egitiminden farkli olarak yerel minimumda takilip
kalma tehlikesiyle kars1 karsiyadir. Ancak, DVM' lerin hesaplama maliyeti ¢ok yiiksektir.
Suykens ve ark. Enkii¢iik Kareler Destek Makinesi (EKDVM) olarak bilinen degistirilmis
en kiigiik kareler kayip fonksiyonunu DVM' lere tanitmistir. DVM' lerin aksine EKDVM,
esitsizlik kisitlamalarini esitlik kisitlamalarina ¢evirerek hesaplama verimliligini artirir.
Ayn1 zamanda EKDVM, tiim egitim orneklerinin egitim hatalarii dikkate alir. Simdiye
kadar DVM' ler, Oriintii tanima problemleri, fonksiyon tahmini, zaman serileri tahmini, tipta
hastalik tespiti gibi bir¢ok alanda basariyla uygulandi. Ancak DVM' lerin ve EKDVM' nin

giivenilirlik tahmininde uygulanmasina iliskin arastirma ¢ok smirlidir.

Giiglii bir modelleme araci olarak ortaya ¢ikan bir diger 6grenme yontemi, Destek Vektor
Makineleri (DVM) olarak bilinir. DVM' ler, 6zellikle girdileri ¢giktilara esleyen temel siireg
bilinmediginde veya etkileyen birbirine bagli faktorlerin sayisinin artmasi nedeniyle boyle

bir matematiksel iliskinin elde edilmesinin ¢ok pahali oldugu durumlarda yararhdir.

Destek Vektor Makineleri’ nin temelleri 1909 yilinda yayimlanan James Mercer’ in
makalesine dayanmaktadir. Bu makalede Mercer, bilim diinyasinda Mercer Teoremi olarak
tanmnan kurami igeren ve “Pozitif ile Negatif Fonksiyonlar ve Bunlarin Integral Esitlikler
Teorisine Baglantis1” adli makalesinde [12], DVM’ nin temeli olan ¢ekirdek kavramini ilk

kez ortaya ¢ikarmistir.

Daha yeni arastirmalar, regresyon problemlerinde Destek Vektor Makinelerini (DVM)
kullanmaktadir. DVM' ler, YSA' nin aksine, daha diiz ve daha az karmasik bir islev elde
etmeyi amaglayan Yapisal Risk Minimizasyonu igerir. Destek Vektorii Regresyonu (DVR),
yeni bir kayip islevi uygulayarak, hatanin duyarsiz bolge i¢in 6nceden tanimlanmis bir
genislik icinde tutuldugu ve dnceden tanimlanmis bir maliyet faktoriinlin aykir1 verileri

isledigi en diiz yolu seger. Ayrica, ¢ekirdek fonksiyonlarmi kullanarak, DVR dogrusal



olmayan bir tahmin fonksiyonu olusturmak i¢in egitilebilir. Son olarak, DVR' nin kullanict
tanimli parametreleri, genellestirme performansini en iist diizeye ¢ikarmak i¢in Genetik
Algoritma gibi kiiresel optimize edicilere veya klavuz arama gibi daha basit ¢oziiciilere

gbémiilii capraz dogrulama yoluyla optimize edilebilir.

Modellemesi yapilan DVM' lerin bilinen ilk halleri, ikili seklindeki veri kiimesini dogrusal
vektor yardimi ile siniflama yapmak i¢in kullanilan giiclii siniflandiricilardir. Daha sonraki
donemlerde gelistirilen DVM modellemeleri ise ¢ekirdek fonksiyonlar1 kullanarak i¢ ige
girmis karmasik yapidaki birden fazla sinifi da kolay bir sekilde ayirabilecek yetenektedir.

Bu yetenekten 6tiirii birgok makine 6grenme uygulamasinda tercih edilme nedeni olmustur.

DVM, 1992 yilinda Vapnik tarafindan ilk defa ortaya atildiginda siniflandirma
problemlerinde kullanilirken 1997 yilindan itibaren regresyon problemlerinde de
kullanilmaya baslanmis ve Destek Vektor Regresyon (DVR) ad1 verilmistir. Destek vektor
makinelerinin regresyon problemlerinin ¢oziimiinde kullanilmasina iliskin detayli bir

caligsma 2004 yilinda Smola ve Scholkopf [13] tarafindan ortaya konulmustur.

DVM' lerin regresyon problemlerine uygulandiginda basarili oldugu gosterilmistir [14].
Ampirik sonuglar, SVM' nin diger tekniklerden daha iyi bir performansa sahip oldugunu
gostermistir [15]. SVM, YSA gibi diger tekniklerle karsilastirildiginda iki nedenden dolay1
basarili bir performans sergilemistir. Birincisi SVM, YSA tarafindan kullanilan Ampirik
Risk Minimizasyonu (ARM) yerine Yapisal Risk Minimizasyonu (YRM) kullanir. YRM,
egitim hatalarin1 en aza indirir ve genelleme hatasi i¢in bir iist sinir1 en aza indirmeye ¢alisir;
bu, hesaplama agisindan ARM' den daha az zahmetli goriinmektedir ¢liinkii ARM, biiyiik
orneklem boyutlariyla ugrasmak i¢in kullanilir [29]. YRM, genel bir tanimla, bir egitim veri
setini tanimlamada yeterli kapasiteye sahip bir model seger ve ardindan test verisi olarak da
bilinen egitim i¢in kullanilmayan girdi-¢ikt1 giftleri gibi gériinmeyen verileri dogru bir
sekilde tahmin eder [16]. Bu nedenle, DVM, egitim asamasinda modelin dogrulugu ile
modelin gelecekteki degerleri tahmin etme yetenegi arasindaki dengeye odaklanirken, YSA'
lar makinenin genel performansini dikkate almaz, bu da yetersiz veya asir1 uydurma
sorunlarina neden olabilir. DVM' nin bu 6zelligi, yaklasan ¢iktilarin tahminindeki etkinligini
artirir. Ikincisi, DVM igin bir ¢dziim bulmak, bir disbiikey ikinci dereceden optimizasyon
problemini ¢6zmek anlamina gelir. Boylece, kiiresel bir optimum igin gerekli ve yeterli

kosullar, Karush—Kuhn Tucker (KKT) ifadeleriyle belirlenir [17]. Bununla birlikte, YSA'



larda, diizgiin secilmis bir optimizasyon algoritmasiin bile smirli bir kaynakla, yani

hesaplama siiresiyle kiiresel minimuma ulagmasi garanti edilmez [18].

Destek vektor regresyonunda da tipki siniflandirma algoritmasindaki gibi dogrusal 6grenme
yontemleri ve ¢ekirdek fonksiyonlar1 yardimai ile elde edilen dogrusal olmayan fonksiyonlar
kullanilarak maksimum marj metodunun temel 6zelliklerinin bulunmasi hedeflenmektedir
[20]. DVR makine 6grenmesi diinyasinin gii¢lii ve esnek modelleme tekniklerinden birisidir.
Ik olarak ortaya smniflandirma problemleri igin ¢ikmis ve sonrasinda regresyon
problemlerine de uyarlanmistir. Regresyon problemlerine uyarlandiginda kendisine robust
(dayanikll) regresyon [21] yani dayanikli regresyon alaninda yer bulmus dayanikli bir
regresyon modelleme teknigidir. Buradaki dayanikli ifadesi aykir1 gozlemlere karsi
dayanikli olmayi ifade etmektedir. Amag, bir marjin araligina maksimum noktay1 en kii¢iik

hata ile alabilecek sekilde dogru ya da egri belirlemektir [22].

DVR!' nin temel prensibi, birkag ufak farklilik olmakla birlikte siniflandirma problemleri igin
DVM ile esdegerdir. Temel olarak, DVM alternatif bir kayip fonksiyonu yardimiyla
baglanim problemlerinde kullanilmaktadir [23,24]. En biiyiik sinir algoritmasini tanimlayan
tiim temel Ozellikler burada da korunmaktadir. Dogrusal olmayan bir fonksiyon, ¢ekirdek
tabanli 6zellik uzayinda bir dogrusal 6grenme makinesi tarafindan kestirim yapilmaya
calisilir. Bununla es zamanli olarak, sistemin kapasitesi, uzayin boyutuna bagli olmayan bir
parametre tarafindan kontrol edilir. Siiflandirma probleminde oldugu gibi, baglanim
analizinde de 6grenme algoritmasi digbiikey bir fonksiyoneli minimize etmeye ¢alisir. Bu

islem sonucunda da elde edilen ¢6ziim seyrektir [25].

DVM ile diger regresyon yontemleri arasindaki fark, ampirik risk minimizasyonu kullanan
diger regresyon yontemlerinin aksine, DVM' nin yapisal riski en aza indirmesidir. Ampirik
risk minimizasyonu, yalnizca giiriiltiiyli veya aykir1 degerleri tanimlayan ve goriinmeyen test
verilerini tahmin etmede diisiik performansa sahip olacak bir modelle sonuglanabilecek
tahmin hatasini en aza indirmeye odaklanirken, yapisal risk minimizasyonu olabildigince

diiz bir islevi egitmeye odaklanir.

Regresyon durumunda, DVR' nin diizliik ile tahmin hatas1 arasindaki dengeyi etkileyen iki
ana parametresi € ve C vardir. € parametresi, tahmin hatasinin hi¢bir maliyetinin olmadig1

duyarsiz bolgeyi tanimlar ve C parametresi, duyarsiz bolge disindaki hatanin agirligini



tanimlar. Cekirdek iglevleri kullanildiginda, bir veya daha fazla ekstra parametre tanitilabilir.
C parametresi i¢in biiylik bir deger, algoritmanin tiim egitim hatasin1 duyarsiz bolge icine
koymasina neden olacak ve bu da DVR' nin egitim verilerini ezberlemesine ve gorlinmeyen
test verilerine kotii bir sekilde genelleme yapmasina neden olacaktir. € parametresi i¢in
kiiciik bir deger, verilerde hi¢ giiriilti olmadigimi varsayacak ve yine DVR' nin fazla
uymasina neden olacaktir. Bunun tersine, C parametresi i¢in kiigiikk bir deger veya ¢
parametresi i¢in biiyilk bir deger, DVR' nin yetersiz oturmasina neden olur. Bu
parametrelerin optimizasyonunda ¢apraz dogrulama yonteminin uygulanmasi, goriinmeyen

verilerin tahmininde biiyiik performans gosteren bir fonksiyonun gerilemesini saglayacaktir.

Dogru regresyon/tahmin elde etmek i¢in DVR'de parametre se¢imi ¢ok 6nemlidir. DVR igin
mevcut parametre se¢cimi yontemleri iki sinifa ayrilabilir. Yontemlerin birinci sinifi, analistin
eldeki sorunla ilgili n bilgisine dayanir. Ornegin Cherkassky [26], DVR parametrelerinin
egitim verilerinin istatistiksel 6zelliklerine gore uygun oldugu konusunda mevcut bazi fikir
birligine dayanarak, DVR parametrelerini dogrudan egitim verilerinden se¢mek igin bir
analitik se¢im yontemi Onermistir. Bu uzman deneyimi tipi metodoloji, on bilgilerin
yeterince bilgilendirici olmasi kosuluyla, parametreleri belirlemek i¢in basit ve etkilidir.
Acikeasi, karmagik problem ortamlarinda (yiiksek boyutlu uzaylar, ¢ok dogrusal olmayan

fonksiyonlar, az temsili veri vb.), bu yontemler uygun degildir.

Ikinci yontem sinifi, algoritmanim belirli performans hedefleri iizerinde tanimlanan bir
optimizasyon semasi1 i¢indeki parametrelerin degerlerini arar. Genel olarak, DVR parametre

secimi i¢in kullanilabilecek ii¢ tlir arama yontemi vardir.

Birincisi, tiim parametre uzayinda parametrelerin en iyi degerlerini aramak i¢in kapsamli
yontemlerdir. DVR gercek degerli parametrelere sahip oldugu i¢in, aramadan dnce arama
uzayiin bir ayriklagtirma islemi gereklidir. Bu nedenle, bazi bilgiler kaybolabilir ve rafine
bir 1zgara benimsenirse yontem ¢ok zaman alabilir. Tipik kapsamli bir ydontem, parametre
alanin diizgiin bir sekilde ayriklastiran ve her bir 1zgara noktasinin degerlerinde ayarlanan

parametrelerle DVR genellestirme performansini hesaplayan Izgara Arama yontemidir.

Arama yontemlerinin ikinci sinifi, gradyan inig yontemi, elipsoid yontemi ve eszamanli

pertiirbasyon stokastik yaklasim yontemini iceren geleneksel optimizasyon yontemlerini



icerir. Yontemler kolayca genellestirilemez ve yalnizca belirli durumlarda iyi performans

gosterir.

Uciincii smif, son yillarda hizla ortaya ¢ikan ve oldukca karmasik da olsa gesitli problem
ortamlarindaki 1yi performanslarit nedeniyle biiyiik ilgi goren giiclii arama yontemleri olan
akilli optimizasyon ydntemlerini icermektedir. Ornegin, sistem giivenilirligi indirgemesine
uygulanan DVR parametrelerinin optimal degerlerini aramak i¢in benzetilmis tavlama,
genetik algoritma ve pargacik siiriisii optimizasyonu onerilmistir. Bu yontemler uygulamada
popiiler hale geldi ve genetik algoritma, kanitlanmis kiiresel arama etkinligi nedeniyle belki

de en sik kullanilan yontemdir.



3. ZAMAN SERILERI

Zaman serisi tahmin teknikleri, finansal piyasa tahmini, elektrik kullanim yiik{i tahmini,
hava durumu ve ¢evresel durum tahmini ve giivenilirlik tahmini gibi birgok hayata gecirilmis
uygulamada kullanilmigtir. Altta yatan sistem modelleri ve zaman serisi veri iiretme
stirecgleri, bu uygulamalar i¢in genellikle karmasiktir ve bu sistemler i¢in modeller genellikle
onceden bilinmez. Bu sistemler tarafindan liretilen zaman serisi verilerinin dogru ve tarafsiz
tahmini, iyi bilinen dogrusal teknikler kullanilarak her zaman elde edilemez ve bu nedenle
tahmin siireci, daha gelismis zaman serisi tahmin algoritmalar1 gerektirir. Bu ¢alisma ayni
zamanda yeni bir makine 6grenimi yaklagimi kullanan zaman serisi tahmin uygulamalarinin
bir incelemesini sunmaktadir: destek vektér makineleri (DVM). DVM' leri kullanmanin
altinda yatan motivasyon, bu metodolojinin, temel sistem siiregleri tipik olarak dogrusal
olmadiginda, duragan olmadiginda ve 6nceden tanimlanmadiginda zaman serisi verilerini
dogru bir sekilde tahmin etme yetenegidir. DVM' lerin, ¢ok katmanli algilayicilar gibi sinir
ag1 tabanli dogrusal olmayan tahmin teknikleri dahil olmak iizere diger dogrusal olmayan

tekniklerden daha 1yi performans gdsterdigi de kanitlanmistir.

Zaman serisi, esit zaman araliklarinda bir degiskene ait gozlemlerin meydana gelmesidir.
Zaman serileri saat, giin, ay, yil seklinde ifade edilebilmektedir. Belirli bir zaman birimine
ait bir gézlemin verileri incelendiginde, bu verilerin bir takim dalgalanmalarin etkisi altinda

kaldig1 anlagilmstir.

Zaman serileri ile ilgili bircok tahmin teknigi bulunmaktadir. Geleneksel olarak, stokastik
siire¢ teorisine dayanan yontemler gelistirilmis ve tiim kullanim Omrii boyunca sistem
giivenilirligini degerlendirmek i¢in yaygin olarak kullanilmistir. Ancak basarisizlik
siiflarina bazi kisitlamalar getirirler, bu nedenle tiim varsayimlari yerine getirmek ve
dogrulamak zordur. Uygulamada, bunlari1 basitlestirmenin yolu siklikla kullanilir. Sistem
giivenilirligi zamanla degisen fonksiyondur. Ariza 6nkestirimi icin, rastgele degiskenlerin
bir koleksiyonu olarak kabul edilebilecek arizalar arasindaki siire, arizaya kadar gegen siire
veya toplam ariza sayilar olabilir. Dolayisiyla ariza tahmini, geleneksel zaman serisi analiz

yontemiyle tamamlanabilir.
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Zaman serisi (ZS) verileri, bir zaman dizisinde meydana gelen bir degisken tizerindeki
gozlemleri ifade eder. Cogunlukla bu gozlemler esit aralikli, ayrik zaman araliklarinda
toplanir. Bu tiir kronolojik verilerin ZS hareketleri, trend, periyodik (6rnegin mevsimsel),
dongiisel ve diizensiz varyasyonlar gibi ayirt edilebilir bilesenlere ayristirilabilir veya
ayristirilabilir. Herhangi bir ZS analizinde/modellemesinde temel bir varsayim, ge¢mis
modelin bazi1 yonlerinin gelecekte de kalmaya devam edecegidir. Burada ge¢misle ilgili
bilgilerin sayisal veriler bigiminde mevcut oldugu varsayilir. Ideal olarak, ZS modellemede
oncii olan Box ve Jenkins tarafindan One siiriildigii gibi, ZS analizi/modellemesi yapmak

icin en az 50 gozlem gereklidir.

3.1. Zaman Serilerinin Bilesenleri

ZS verilerini analiz etmede Onemli bir adim, bu modellere en uygun modellerin
kullanilabilmesi i¢in veri modellerinin tiirlerini dikkate almaktir. Dort tip ZS bileseni ayirt
edilebilir. Zaman serilerinin bilesenleri seklinde de ifade edilebilen bu etkiler sirasi ile trend,
mevsimlik dalgalanmalar, konjonktiirel dalgalanmalar ve tesadiifi hareketler olarak

isimlendirilmektedir.

3.1.1. Trend unsuru

Trend, zamana gore gozlemlenen bir degiskenin uzun dénemde gosterdigi azalma veya
artmadir. Zaman serisinin 6l¢iildiigli y1l, ay, hafta, giin ve benzeri birimlerin herhangi birinde
trend unsuru goézlemlenebilir. Genelde iklimsel olaylarin uzun dénemli incelemelerinde
gdzlemlenebilir. Ornegin, yiizyll boyunca bir iilkeye diisen yagmur miktarina ait verilerde

trend unsurunu gérmek miimkiindiir.



Sekil 3.1. Trend dogrusu grafigi

3.1.2. Mevsimsel hareketler

11

Zaman serileri 6l¢iildiikleri birime bagli olarak benzer bicimde tekrar eden seyire sahip

olabilirler. Iste mevsimsel unsur bu benzer seyirden kaynaklanmaktadir. Mevsimlik

dalgalanmalar (S), zaman serilerinde kolay takip edilebilen ve sikca meydana gelen bir

etkidir. Periyodik hareketlerle kendisini belli eder. Bir yi1l ve bir yildan az bir siire i¢inde

meydana gelen tam dairesel siiregte mevsim hareketlerinin veriler tizerindeki etkisini ifade

eder. Satig rakamlari, sicaklik degerleri, turizmdeki istatistikler gibi degiskenlere ait

verilerde etkileri goriilmektedir.

St=1.6 sin (tw/2)

Sekil 3.2. Mevsimsel hareketler grafigi



12

3.1.3. Konjonktiirel dalgalanmalar

Konjonktiirel dalgalanmalar (C) yani devri hareketler, uzun siireli hareketleri genel trend
seviyesinde gosterir. Dairesel hareketlere sahiptir. Hareketlerin uzunluk ve yogunluklari
birbirinden farkli olabilir. Sicaklikta meydana gelen giinliik degisimler konjonktiirel

dalgalanmalara 6rnek olarak verilebilir.
3.1.4. Diizensiz hareketler

Son bilesen olan diizensiz hareketler (E) ise, periyodik olmayan degisimleri ifade eder.
Varligt onceden tahmin edilemeyen tesadiifen gergeklesen olaylarin ortaya cikardig
dalgalanmalardir. Genellikle verilerdeki giiriiltii olarak bilinirler. Ornek olarak, dogal

afetlerin etkisi ile verilerde olusan artiglar ya da azalmalar verilebilir.

[=0.71_;+e,

Sekil 3.3. Diizensiz hareketler grafigi

Bu bilesenler t siirecinde gozlenen bir degiskenin zaman serisi modelini tanimlamada
kullanilir. S6z konusu tanimlamalar orijinal verileri (egilimin kendisindeki dongtisel model
dahil) ayristirmanin kaba ama pratik bir yolu, asagidaki gibi bir toplama veya ¢carpma modeli

varsayarak mevsimsel bir ayristirmaya gitmektir.

Y

TXCXxSXE (Carpimsal model) (3.1)

&<
I

T+C+S+E (Toplamsal model) (3.2)
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Burada Y; orijinal zaman serisi verisi, T trend unsuru, C mevsimsel dalgalanma ve E ise
hata/diizensiz bilesendir. Serinin diizeyi arttik¢a bir ZS'nin mevsimsel degisimleri artiyorsa,
o zaman g¢arpimsal bir modele, baska bir toplama modeline gidilmesi gerekir. Alternatif
olarak, ZS' nin giinliige kaydedilen degerlerinin ek bir bilesimi de yapilabilir. Ayristirma
yontemleri, ZS bilesenlerinin ayr1 ayr1 ¢alisilmasina olanak saglayabilir veya calisanlarin
trendi azaltmasina veya daha fazla analiz igin gerekirse mevsimsel ayarlamalar yapmasina

olanak tanir.

[statistiksel ¢alismalarda ana kiitleden cekilen 6rnek yardimiyla biitiin hakkinda istatistiksel
yorumlara ulasilabilir. Zaman serilerinin ¢oziimlenmesinde de ayni teknik gecerlidir. Yani
teorik bir zaman serisinden elde edilen gozlem verilerine ait stokastik siire¢ hakkinda analiz
yapilir ve tiime yonelik yorumlarda bulunulur. Bu sekilde ¢ikarimlarla ileriye yonelik

tahminlerde de bulunulabilir.

Zaman serileri siralanan faktdrlerden birini ya da hepsini igerebilir ve bir seride bu
hareketlerden birinin etkisi bir digerinin i¢cinde kendisini gosterebilir. Zaman serisi tizerinde
gercekei bir analiz yapmak ve ileriye donilik dogru tahminlerde bulunmak igin, serilerin bu

etkilerden arindirilmasi gerekmektedir.

3.2. Ariza Tahmini i¢in Zaman Serisi Verilerinin DVR’si

Fuller'a [27] gore, gergek degerli bir zaman serisi, zamana (6rnegin, borsalar veya talep)
endekslenen rastgele degiskenlerin bir koleksiyonu veya basarisizlik zamanlar: gibi zamana
gore siralanan bir dizi gozlem olarak diistliniilebilir. Zaman serisi regresyonunun geleneksel
ayarinda, t ‘inci ¢ikis degeri y;, Es 3.3 'te gosterildigi gibi, ¥ “nin kendisinin p gecikmeli son
degerlerinin bir girdi vektorii x; ‘nin bilinmeyen bir fonksiyonu olarak temsil edilir. Burada

p, geri zaman adimlarinin sayisidir.

Ve =T (xe) =t (Vee1, Ve—2) o 'yt—p) (3.3)
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4. DESTEK VEKTOR REGRESYONU (DVR)

Destek Vektor Makineleri (DVM), Vapnik tarafindan gelistirilmistir. Bir 6grenme yontemi
olmasiyla birlikte regresyon ve siiflandirma i¢in de kullanilmaktadir. Bu yontemin dogrusal
olmayan problemleri ¢ozmedeki performanst diger 6grenme yontemlerine gore, ¢ok daha
iyidir. Genellikle smiflandirma problemlerinde kullanilan DVM’nin regresyon igin
bigimlenmesi Smola ve arkadaslari tarafindan ortaya atilmistir. Zamanla gelistirilen bu metot
ise Destek Vektor Regresyonu (DVR) olarak adlandirilmistir. DVM'ler, Istatistiksel
Ogrenme Kurami'ndan [28] dogan temel kavramlara ve ayn1 zamanda siire¢ analizinden
ortaya ¢ikan bir dizi girdi/¢ikt1 6rnegine dayali olarak yaklasiklik fonksiyonunu olusturan
ogrenme yontemleridir. DVM tarafindan ele alinan regresyon 6grenme problemi su sekilde
formiile edilebilir. Cok boyutlu bir girdi vektorii x ile ¢ikt1 y arasinda bilinmeyen, gercek
degerli ve muhtemelen dogrusal olmayan bir y=f(x) eslestirmesi vardir. Mevcut tek bilgi,
¢ozimi regresyon fonksiyonu f(x) olan 6grenme siireci tizerinde kullanilan veri kiimesi
Ddir [29]. Destek Vektor Regresyonu (DVR) igin bu, bir digbiikey optimizasyon
probleminin ¢dzililmesine yol agar. Bu boliim, dogrusal DVR' yi destekleyen temel
kavramlar1 ve g¢ekirdek islevleriyle dogrusal olmayan eslemelerin uzantisini sunar. Bir
dogrusal esleme f(X)'in eldeki problem igin uygun bir regresyon alternatifi oldugunu
varsayalim. Bu, gelecekteki ¢ikti degerlerini tahmin etmek amaciyla kullanilabilmesi i¢in
mevcut bir girdi/cikt1 egitim verisi setine en iyi uyan dogrusal regresyon hiperdiizleminin

bulunmasini gerektirir. Bu fonksiyon su sekilde yazilabilir:
f(x)=w'+b (4.1)

burada w ve b, sirasityla, optimal regresyon i¢in tanimlanacak modelin agirlik vektorii ve
kesisimidir. DVM'de, egitim (ampirik) hatasi, asagidaki gibi tanimlanan bir kayip islevi

aracilifiyla (€ —duyarsiz) 6l¢iiliir.
e(x,y,f) = max (0, ly-f(x)|- €) (4.2)

Tahmin edilen f(x) degeri ile gozlemlenen y degeri arasindaki fark € 'dan kiiciikse hata

dikkate alinmaz, aksi halde Es. 4.2 ‘deki (f(x)-y) ve € arasindaki mutlak farka esittir. Boylece
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&-duyarsiz kayip fonksiyonu, € yaricapli hatasiz bir tiipii tanimlar. Asagida gosterilen iki

olas1 ve birbirini diglayan durum,

ly-f(x)|- € = € tiipiin "iistiindeki" veri noktalari igin

[y-f(X)|- € = &* tiipiin "altindaki" veri noktalar1 i¢in

& ve &* 'nin gevsek degiskenler oldugu yeri tanimlayabiliriz. Sekil 4.1. bu kayip

fonksiyonunu gostermektedir.

y-f

- 0 +e

@® Support vectors

v

Sekil 4.1. € -Duyarsiz kayip fonksiyonu (Smola ve Schélkopf, 2004)

Optimum regresyon hiperdiizlemini bulmak i¢in ampirik (deneysel) hatanin yani sira,

makine kapasitesi ile ilgili dogrusal agirliklarin (|w][?), 12 normunu minimize etmek gerekir.
Egitim asamasini temsil eden ikinci dereceden optimizasyon problemi, C 'nin ampirik ve

genellestirme hatalar1 arasindaki dengeyi modiile ettigi denklem asagidaki gibidir.

Min

~ I+ C e (& +E)w,b &, &
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Kisitlar

Vi- WX -b < et & (4.3)
WX+ b -y <et&* (4.4)
&=0 (4.5)
Ex >0 (4.6)

Ik Lagrange fonksiyonu Lp ;

Lp (Wb, & . EXa0*BpY) = = WW + CF B+E) + S Gh+EB) -

Y 0 (Wxe +b—y, +€+ ) -2t af(ye —wW'x, —b+e+¥) (4.7)

Burada a;, af, B; ve B¢, sirastyla Es 4.3, 4.4, 4.5 ve 4.6 kisitlamalariyla iligkili Lagrange
carpanlaridir. Es. 4.3 ve 4.4'i ayn1 anda saglayan bir nokta olmadigindan, a; ve af 'nin her

ikisinin de kesin olarak pozitif olamayacagi gézlemlenebilir.

Es 4.7 en aza indirilmesi gerekir. Birincil degiskenler w, b, &, £* ve maksimize edilmis ikili
degiskenler w,b, & , £* Karush Kuhn Tucker (KKT) kosullari, Lp 'nin kismi tlirevlerinin
oldugunu belirtir. Ilkel degiskenler, optimal noktada degerlendirildiginde ortadan
kaybolmalidir. KKT tamamlayicilik kosullari tarafindan saglanan bazi esitlikleri tekrar Lp
'ye dahil ederek, bu daha sonra yalnizca o,a* ikili degiskenlerinin fonksiyonu haline gelir ve

ikili Lagrange (Lp) elde edilir.

Max

Lp (a,0*) = - % D Zj(at —ay)(o—a;)x{ % - Te(e—y) A - Te(e +y)a;  tj=12,..,1
Kisitlar

e (p+a) =0



0<a;<C (4.8)

Ikili egitim probleminin ¢dziimii, '0' indeksinin optimalligi temsil ettigi tahmini regresyon

fonksiyonunu saglar.
fo(x) =wgx + by = X (0o + azo) X[ x + by (4.9)

DVR'nin lineer olmayan regresyonunun altinda yatan ana fikir, x; € RY girdi vektorlerini bir
¢(xi) esleme fonksiyonu araciligiyla daha yiiksek boyutlu bir 6zellik uzayma yani F 'ye
tasimak ve ardindan F 'de bir lineer regresyon ¢dzmektir. Es. 4.8'de girdi verileri x[ x; ile
degistirilebilen ¢7 (xt) ¢(Xj) nokta carpimlar: seklinde sunulur. Bununla birlikte, uygun bir
esleme fonksiyonunun se¢imine ek olarak, eslenmis girdi vektorleri ile nokta ¢arpimlarin
acik bir sekilde hesaplanmasi, hesaplama agisindan pahali olabilir. Bu sekilde, nokta
carpimlar, x 'I F ile ortiilmiis olarak esleyen giris uzayinda tanimlanan K(x;, Xj) ¢ekirdek
islevleriyle degistirilir. Bu fonksiyonlardan biri, parametresinin ¢ oldugu Gauss

cekirdegidir.
K(xi, Xj) = exp (-0.5| ¢~ x|/ 6%) (4.10)

Gauss ¢ekirdeklerini kullanmanin ana faydasi, sonsuz boyutlu uzaylarda ¢aligma olasiligidir
[30,31] .

Bu nedenle, regresyon islevi orijinal giris alaninda dogrusal olmasa bile, 6zellik alaninda
dogrusaldir. Dogrusal olmayan regresyon fonksiyonlari i¢cin DVR egitim asamasi daha sonra
dogrusal duruma benzer, ancak x{x; K(x, X) ile degistirilir. Iliskili ikili Lagranjiyi

cozdiikten sonra, tahmini regresyon fonksiyonu su sekildedir :
fo(xX) =wgx + by =X, (a0 + o) K(x¢, %) + by (4.11)

Eger oo veya aj, pozitifse, ilgili xi 'nin gergekten de regresyon fonksiyonlarinin
hesaplanmasina katkida bulunduguna dikkat edilmelidir (Es. 4.9 ve 4.11). Bu 6zellige sahip

olan giris vektorleri, destek vektorleri olarak adlandirilir.
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Gauss ¢ekirdegi ile bir DVR ayarlamak i¢in ayarlanmasi gereken ii¢ parametre vardir, yani
C, € ve 0. DVR performansi biiyiik 6l¢iide bu iiclii parametreye baglidir. Genel olarak
konusursak, parametre se¢im problemi, test verileri, yani egitim asamasinda kullanilmayan
veriler tizerinde DVM regresyon performansini en iist diizeye ¢ikarmak i¢in C, € ve ¢ karar
degiskenlerinin degerlerinin secilmesinden olusur. Bu veriler {lzerindeki DVR
performansinin kalitesi, §; 'nin t ‘ninci ¢iktt gozlemi i¢in DVR tahmini oldugu
Normallestirilmis Ortalama Kareler Kok Hatas1 (NOKKH) olarak adlandirilan hesaplama
yoluyla ol¢iilebilir.

NOKKH = 2090 (4.12)
Xyt

4.1. DVM’nin Kullanim Alanlar

Birgok oriintii uygulamasinda DVM’lerden faydalanilmaktadir. Sekil 4.2° de de goriildiigii
lizere yliz algilama, biyoinformatik, homoloji tespiti, metni siniflandirma, goriintii
siniflandirma, protein ¢caprazlama, el yazisi tanima, jeoloji ve ¢evre bilimleri genellestirilmis

onkestirim temelli kontrol uygulamalar1 kullanilan alanlardan sadece bazilaridir.

Ornegin yiiz algilama uygulamasinda goriintiiniin béliimleri yiiz ve yiiz olmayan boliimler
seklinde smiflandirilarak MxM boyutuna sahip bir goriintiideki her bir piksel degeri yiiz ve
yiiz olmayan bdliimler adi ile iki farkli bigimde etiketlenir. Belirtilen bu veriler egitim
verilerini olusturur. Sonra piksel parlakligina gore yiizlerin etrafinda bir karesel sinir
olusturulur ve her bir goriintii i¢in ayni islem tekrar edilerek, DVM ile smiflandirma

islemleri gerceklestirilir.

Ayni sekilde homoloji tespiti, protein yapilar1 ve fonksiyonlari caligmalarinda 6nemli bir rol
oynar. Esnek hesaplama algoritmalarinin ¢ogu, protein dizilerini temsil etmek icin sabit
uzunluk 6zelliklerine ihtiya¢ duyar. Sinirli protein bilgisi ile ayirt edici 6zellikleri tespit etme
islemi zor bir istir. Buna ragmen literatiirde bu islemlerde DVM’ lerden oldukga basarili

sonuglar elde edilmistir.
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Yiiz algilama
Tahmine Metin
dayali
siniflandirma
kontrol

Destek Vektodr
Cevre \ . Gortntileri
bilimleri Makinesi smflanchrimas
Uygulamalari

tanima
Protein
caprazlama

Sekil 4.2. DVM’nin uygulama alanlar1

4.2. DVM’lerde Tercih Edilen Yontemler

Kullanilacak verilerin lineer olarak ayrilabilecek yapida olmasi veya lineer olarak

ayrilamayan yapida olmasi DVM’lerde karsilasilabilecek iki durumdur.
4.2.1. Dogrusal destek vektor regresyon

Destek vektorii optimizasyon problemi, ancak egitim verisi sayisi ¢cok kiiciik oldugunda veya
egitim verilerinden hangilerinin destek vektorii olacagi onceden bilindiginde ayrilabilir
durum i¢in analitik olarak ¢oziilebilir. Kullanilacak N elemandan olusan verinin 6={x;, Yi},
i=1,2,...,Noldugunu diisiinelim. Burada yj € {-1, 1} etiket degerleri ve Xj € RY 6zellikler
vektoriidiir. Bir diizlem ile ayrilabilen durumlarda (lineer olarak ayrilabilme durumu), bu iki
degerli wveriler direkt ayrilabilecektir. Bu diizlem ayirict asirn  diizlem olarak
adlandirilmaktadir (Sekil 4.3). DVM’lerin amaci bu asir1 diizlemin iki degisik smifta

bulunan 6rnek grubuna esit mesafede olmasini saglamaktir.

€ -duyarsiz destek vektor regresyonda (€ -DVR) hedef tiim egitim verisi i¢in gergek yanit

degiskeni yi’ lerden maksimum diizeyde € sapmaya sahip olan olasi en diiz f(x)
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fonksiyonunu bulmaktir. Burada anlatilmak istenen, hatalar € dan kii¢lik degerde oldugu

stirece onemsenmeyecektir ve bu degerden daha biiyiik bir sapma kabul edilmeyecektir [32].

Sekil 4.3. Dogrusal olarak ayrilabilen veriler

Esnek marjin destek vektor regresyon

Kimi durumlarda tiim (x;y:) ikililerini & kesinliginde yakinsayan f fonksiyonu
bulunmayabilir ya da kimi zamanlarda baz1 hatalara izin verilmek istenebilir. Bunu miimkiin
hale getirmek, esnek (yumusak) marjin kayip fonksiyonunun kullanilmasiyla olur ve
modellemeye & + ve é— gevsek degiskenleri eklenir. Boylece optimizasyon problemi

asagida belirtildigi gibi yazilir.

Min = i+ C B, (B +E)
yi-W.xith)y<e+¥&f
w.xi+b)-yi<e+&;

&, & >0 (4.13)
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C > 0 sabiti f fonksiyonunun diizliigii ve tolere edilecek hata miktari arasinda dengeyi

saglamaktadir.

Dual problem

Dual formulasyon Lagrance ¢arpanlar1 kullanilarak elde edilmektedir.

L= (2 IWIP+ CEI G +5) — SaBrEr +BE) — S (e +& —yi + (wox +

b)) — ZF off (2 + & — y; + (w.x; + b)) } (412)

Bi, B, a7, af Lagrance ¢arpanlaridir. L’nin w,b, §*, &~ ‘ye gore kismi tiirevi alinirsa

dL _

=02 W=, X (of —a7) (4.15)
aL _ n + -y =

- -0> 2t (f —op) =0 (4.16)
aL + +

ar 0= Cl@+ ) =0V (4.17)
dL o

d—z__:0=>C—(0(i+Bi)=0 Vi (4.18)

4.2.2. Dogrusal olmayan destek vektor regresyon

Lineer olarak ayrilabilme durumunda veriler iki ayr1 smifa dogrusal bir diizlem ile
ayrilabilirken bu durum yapilan uygulamalarda her zaman gecerli olmayabilir. Yani dogrusal

bir diizlem ile veriler birbirinden ayrilamayabilir. (Sekil 4.4)
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Sekil 4.4. Dogrusal olarak ayrilamayan veriler

Verilerin diiz bir diizlem ile ayrilamadigi durumlarda dogrusal bir siniflandirict yerine
dogrusal olmayan smiflandiricilar kullanilmalidir. Bu baglamda Dogrusal Olmayan Ozellik
Uzayt; Xi € R" gozlem vektoriinii daha yiiksek mertebeden bir uzayda z vektoriine
doniistiirerek, bu yeni uzayda dogrusal siiflandiricilart elde etmek s6z konusu olabilir. Bu
Z vektoriiniin bulundugu 6zellik uzayr F ile gosterilsin. Bu durumda @ ifadesi R* — RF

eslemesini yapmak tizere z = @(x) seklinde (Es. 4.19) ifade edilebilir.

X € R* — z(x) = [a1,01(x), ..., an,@n(x)]" € RF (4.19)

Dogrusal olmayan haritalama fonksiyonu yardimi ile dogrusal olarak ayrilamayan DVM,
orijinal giris uzayindan dogrusal olarak kolayca siiflandirma yapabilecegi yiliksek boyutlu
nitelik uzayina gecis yapabilir. Yani ¢ekirdek fonksiyonlar1 kullanilarak biitiin degerlerin
yeniden carpilip hesaplanmasi yerine dogrudan ¢ekirdek fonksiyonunda degerin yerine
konularak nitelik uzayindaki degerinin bulunmasi saglanir. Boylece, boyutu ¢ok yiiksek olan
bir nitelik uzayr ile ugragsma islemi ortadan kalkar. Cekirdek fonksiyonlarin diger
avantajlarindan biri de, egitme asamasinda bir egitim 6rnegi i¢in degerler bulunduktan sonra
diger ornekler i¢in de ayni kalip degerleri ile egitim 6rnegi disinda tamamen hazir oldugu

icin daha kolay hesaplanmasidir [33].
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-

Sekil 4.5. Dogrusal olarak ayrilamayan verilerin ¢ekirdek ile haritalanmasi

4.3. Kayip Fonksiyonlari

Destek vektor makinelerinin, destek vektor regresyona uyarlanabilmesi i¢in tasarlanan
modele kayip fonksiyonu [34] eklenmelidir. Siirekli kullanilan kayip fonksiyonu onceki
kisimlarda gosterilen e-duyarsiz kayip fonksiyonudur. Fakat yaygin olarak kullanilan 4
temel kayip fonksiyonu vardir. Sekil 4.6(a)' daki kayip fonksiyonu, geleneksel en kiigiik
kareler hata kriterine karsilik gelir. Sekil 4.6(b)" deki kayip fonksiyonu, aykir1 degerlere
ikinci dereceden kayip fonksiyonundan daha az duyarli olan bir Laplace kayip
fonksiyonudur. Huber, Sekil 4.6(c)' deki kayip fonksiyonunu, verilerin temel dagilimi
bilinmediginde optimal 6zelliklere sahip olan saglam bir kayip fonksiyonu olarak onerilir.
Bu ii¢ kayip fonksiyonu, destek vektorlerinde seyreklik olusturmamaktadir. Bu sorunu
¢ozmek i¢in Vapnik, Sekil 4.6(d)" deki kayip fonksiyonunu Huber'in seyrek bir destek
vektorleri setinin elde edilmesini saglayan kayip fonksiyonuna bir yaklasim olarak

Oonermistir.
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(a) Quadratic (b) Laplace

(c) Huber (d) € —insensitie.

Sekil 4.6. En ¢ok kullanilan 4 temel kayip fonksiyonu (Gunn, 1998)

4.3.1. Karesel kayip fonksiyonu

En ¢ok kullanilan kayip fonksiyonudur. L, kayip fonksiyonu seklinde de adlandirilabilir.
CLEYD=C(y-fE)=C(y-f(x))? (4.20)
4.3.2. Mutlak kayip fonksiyonu

L1 Kayip fonksiyonu olarak da tanimlanabilir ve denklemi,

CEE YD =(y-fE)=[(y-f&) (4.2)
4.3.3. Huber kayip fonksiyonu

L1 kayip fonksiyonunun tersine tiirevlenebilirdir ve denklemi,

(T AZ YD = Ly~ (E))e = {ﬁ(y‘f@))z’ - f ()| < 2¢ (4.22)
ly - f (x)| — €, 6teki degerler
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4.3.4. Vapnik kayip fonksiyonu (g-duyarsiz kayip fonksiyonu)

Bu kayip fonksiyonu Vladamir Naumovich Vapnik tarafindan 6ne siiriilmiistiir. e-duyarsiz

kayip fonksiyonu seklinde de adlandirilir ve denklemi,

0,ly-f(®)<e

C(f, {x, Y}):f(y—f(f))s::{ |y—f(9_6))| — &, bteki degerler

(4.23)

4.4, Ozellik Alam

Bu boliim, g¢ekirdekleri ¢cogaltma yoluyla yiiksek boyutlu bir 6zellik uzayina bir esleme
olusturmak i¢in kullanilabilecek yontemi tartisir. Cekirdek fonksiyonunun [35] fikri,
islemlerin potansiyel olarak yiiksek boyutlu 6zellik uzayindan ziyade girdi uzayinda
gerceklestirilmesini  saglamaktir. Bu nedenle, i¢ carpimin 6zellik uzayinda
degerlendirilmesine gerek yoktur. Bu, boyutsallik kavramini ele almanin bir yolunu saglar.
Bununla birlikte, hesaplama hala kritik olarak egitim modellerinin sayisina baghdir ve
yiiksek boyutlu bir problem i¢in iyi bir veri dagilimi saglamak genellikle biiylik bir egitim
seti gerektirecektir.

4.4.1. Cekirdek islevleri

Diiz bir diizlem ile ayrilamayan verilerin bagka bir yontem ile ayrilmas: gerekmektedir.
Destek vektor regresyonu ile yapilan ¢alismalarin bu kadar basarili olmalarindaki en 6nemli
neden ¢ekirdek yontemlerinin kullanilmasidir. Verileri diiz bir dogru ile ayrilayamayan
siiflarin boyutu artirilarak bir diizlem araciligi ile ayirmak miimkiindiir. Bu amag igin
kullanilabilecek farkli tipte ¢ekirdek fonksiyonlar1 bulunmaktadir. Bir bagka deyisle
cekirdek islevleri, dogrusal olmayan bir fonksiyonun dogrusal regresyonunu saglayan
yiiksek boyutlu bir 6zellik uzayina bir esleme olusturmak i¢in kullanilir. Bu, haritalamanin
onceden islendigi ve DVR' nin bu 6zellik uzayindaki en diiz islevi bulmak i¢in yeniden

amaclandirildigi anlamina gelir.

Girdi verileri X; olarak eslenir, ancak ¢(xi)‘ I agik¢a tanimlamamiza gerek yoktur. Ciinkii

DVR, regresyon prosediiriinde ve nihai tahmin fonksiyonunda yalnizca i¢ ¢arpima ihtiyag

duyar. Asagidaki teori, Cekirdek Hilbert Uzaylarinin Yeniden Uretilmesi’ ne [36]



27

dayanmaktadir. Ozellik alanindaki bir i¢ ¢arpim, belirli kosullarin saglanmasi sartiyla giris

alaninda esdeger bir ¢ekirdege sahiptir.

K (e xj) = <d(xe), d(x;) > (4.24)
K, Mercer Kosullarini saglayan simetrik pozitif tanimli bir fonksiyon ise,

K (xt, %) = Zom @m Sm ()b (x7) + @y =0 (4.25)
JIK (xe, %)) g(xp) g(x;) dxedx; >0, g €L (4.26)

cekirdek, 6zellik uzayinda mesru bir i¢ carpimi temsil eder. Mercer'in kosullarini karsilayan

gegerli fonksiyonlar simdi verilmistir. Aksi belirtilmedikge tiim gerg¢ek x, ve x; igin

gecerlidir.
A
Kernel
Fonksivonn
ﬁ
o e
L
®
o
®
y s ' h . -] _..
Girdi Uzan Ozellik Uzaw

Sekil 4.7. Cekirdek fonksiyonu ile verinin daha yiiksek bir boyuta doniismesi (Smola ve
Scholkopf, 2004)
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Dogrusal cekirdek fonksiyonu

En basit ¢ekirdek fonksiyonunu ifade etmektedir. Bu aslinda vektorlerin i¢ ¢arpimidir ve
esleme uygulanmaz. DVR bir ¢ekirdek fonksiyonu ile kodlanacagi i¢in dogrusal ¢ekirdek

secenekler arasinda olacaktir.
K(xt, X)) = x{ x; (4.27)

Polinom cekirdek fonksiyonu

Polinom c¢ekirdegi, dogrusal olmayan modelleme igin popiiler segenekler arasindadir.
Duragan olmayan bir g¢ekirdek fonksiyonudur. Genel olarak biitiin egitim verilerinin
normalize edildigi problemler i¢in uygundur. Denklemde belirtilen d polinom derecesinin

cekirdek parametresidir. 1 (bir) eklenmesi Hessian' in sifir olmasini engeller.
K(xe, Xj) = (1 + x] x;)? (4.28)

Gauss cekirdek fonksiyonu

Gauss cekirdegi radyal taban fonksiyonu ¢ekirdegine drnektir. Iki vektdr arasindaki Oklid
mesafesinin karesini kullanan Gauss radyal temel fonksiyonu, esnekligi nedeniyle DVM' de
de yaygin olarak kullanilmaktadir. Gauss ¢ekirdek performansinda uygulamaya gore dikkatli
bir sekilde secilmesi gereken, ayarlanabilir parametreler nemli bir rol oynamaktadir. Asiri
tahmin gerceklestirilmeye c¢alisildiginda iistel ifade dogrusala yaklagmaya calisir ve bir
dogruymus gibi hareket etmeye baslar. Yani dogrusal olmayan yapisin1 kaybetmeye baslar.

iki vektor arasindaki Oklid mesafesini kullanir.
K(xt, X)) = (e)_””xt'xj”z, v>0 (4.29)

Laplace cekirdek fonksiyonu

Laplace ¢ekirdegi, radyal tabanli fonksiyon ¢ekirdegi ile esdegerdir. Ayni zamanda tiimiiyle
tistel cekirdek fonksiyonuna denktir. Sigma degerindeki degisikliklere kars1 diger ¢ekirdek

fonksiyonlarina gore daha az duyarhdir.
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—lIxt—xjl
Kx, x)=(e) © (4.30)

Anova cekirdek fonksiyonu

Gauss ve Laplace ¢ekirdegi gibi radyal tabanli bir fonksiyon ¢ekirdegidir. Yiiksek boyuta

sahip regresyon denklemlerinde iyi bir performans sergiledigi bilinmektedir.
K(xi, ) = 2y exp(—o(xf — x1)*)* (4.31)

Sigmoid cekirdek fonksiyonu

Sigmoid ¢ekirdeginde iki adet ayarlanabilir o ve ¢ kesme sabiti mevcuttur. o i¢in ortak deger

olarak (1/N) kullanilabilir ve N degeri verinin boyutunu ifade etmektedir.
K(xt, Xj) = tanh (ax] x; + c) (4.32)

Bessel cekirdek fonksiyonu

Diizgiin fraksiyonel uzaylar kuraminda iyi bilinen ¢ekirdeklerden biridir. Denklemde

bulunan J ibaresi birinci dereceden bessel degeridir.

Jv+1(o ||xi—xj||)
-n(v+1)

K(xt, Xj) =

(4.33)

[lxi=x|

Yiiksek boyutlu o6zellik uzayma eslemenin boyutluluk lanetine yol actigma dikkat
edilmelidir, yani, boyutluluk arttik¢a, alanin hacmi artar ve bu yliksek boyutlu uzayda egitim
verileri seyreklesir. Boyut probleminin iistesinden gelmek igin, DVR' ye iyi bir veri

dagilimina sahip biiyiik bir egitim seti saglanmalidir.

DVR' ye uygulanabilecek cesitli tiirde c¢ekirdekler vardir ve bu ¢ekirdeklerin

kombinasyonlart miimkiindiir. Dogrusal olmayan ¢ekirdekler, DVR’ nin ana parametreleri

olan € ve C gibi kullanici tarafindan 6nceden tanimlanmig parametrelere sahip olabilir.
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4.4.2. Veri normallestirme

Kisitl etki alanlar1 nedeniyle belirli ¢ekirdekler i¢in veri normallestirme gereklidir ve ayrica
kisitlanmamis ¢ekirdekler icin de avantajli olabilir. Verilerin normallestirilmesinin
(izotropik veya izotropik olmayan) gerekli olup olmadigim1 belirlemek igin giris
ozelliklerinin dikkate alinmas1 gerekir. Ek olarak, normallestirme, optimizasyon

problemindeki hesseli numaranin durumunu iyilestirecektir.

4.4.3. Cekirdek secimi

Ortaya cikan bariz soru, aralarindan se¢im yapilabilecek pek cok farkli esleme ile belirli bir
problem i¢in hangisinin en iyisi oldugudur. Bu yeni bir soru degil, ancak bir¢ok eslemenin
tek bir cergevede dahil edilmesiyle karsilastirma yapmak daha kolay olmaktadir. VC
boyutundaki (VC boyutu, bir dizi islevin kapasitesini 6lgen skaler bir degerdir) iist sinir,

h < [min R?A% n]+ 1 denkleminde (n boyutlu uzayda kuralli hiperdiizlemler kiimesinin
VC boyutu, h ile sinirlandirilmigtir. Burada R, tiim veri noktalarini kapsayan bir hiperkiirenin
yarigapidir ve ¢ekirdekleri karsilagtirmanin bir yolunu saglamak igin potansiyel bir yoldur.
Ancak, dogrusal olmayan 6zellik uzayindaki verileri ¢evreleyen hiperkiirenin yarigapinin
tahminini gerektirir. Son bir uyar1 olarak, bir ¢ekirdek se¢mek i¢in giiglii bir teorik yontem
gelistirilse bile, bu ¢ok sayida problem {izerinde bagimsiz test setleri kullanilarak
dogrulanmadik¢a, onyiikleme ve ¢apraz dogrulama gibi yontemler ¢ekirdek secimi ig¢in

tercih edilen yontem olmaya devam edecektir.
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5. UYGULAMA

Bir DVR modelini verimli bir sekilde olusturmak igin DVR' nin parametreleri dikkatli bir

sekilde belirlenmelidir. Bu parametreler sunlar1 igerir:

(1) Cekirdek islevi: Cekirdek islevi, DVR giris alani tizerinde dogrusal olmayan bir karar
hiper ylizeyi olusturmak icin kullanilir. Genel olarak, Gauss fonksiyonunun
kullanilmas1 daha iyi tahmin performansi saglayacaktir [37]. Bu nedenle, bu ¢alismada

SVR ¢ekirdek fonksiyonu olarak Polinom fonksiyonu kullanilmustir.

(2) Diizenlilestirme parametresi (C ) : C, egitim hatasinin en aza indirilmesi ile modelin

karmasikliginin en aza indirilmesi arasindaki uzlagma maliyetini belirler.

(3) Cekirdek fonksiyonunun bant genisligi (6?) : o, ¢ekirdek fonksiyonunun varyansini

temsil eder.

(4) € - duyarsiz kayip fonksiyonu tiip boyutu (¢): Egitim veri noktalarina yerlestirilen

yaklagma dogruluguna esdegerdir.

DVR' de, uygun olmayan sekilde secilen parametreler asir1 sigdirma veya yetersiz sigdirma
ile sonuglanir. Genel olarak, parametreleri segerken, cogu arastirmaci hala standart
prosediirli (deneme-yanilma) takip eder, once farkli parametre setlerine dayali birka¢ DVR
modeli olusturur, ardindan optimal parametreleri elde etmek i¢in bunlar1 dogrulama setinde

test eder. Ancak, bu durum zaman almaktadir.
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Sekil 5.1. DVR modelinin temel yapisi

Ariza tahmini modellememizde DVR' nin girdileri ge¢mis, {Xi} veri serisinin gecikmig
gozlemleri ve ciktilar1 gelecek degerlerdir. Sekil 5.1, DVR' nin temel mimarisini

gostermektedir.

Burada, xi, i 'inci yazilim arizasindaki arizalar arasi siire anlamina gelir. p, girig vektoriiniin
boyutu (giris diigiimlerinin sayisi1) veya gelecekteki degerle ilgili gecmis gdzlemlerin sayisi
anlamina gelir. DVR yaklagimi, arizalar arasi siirenin uygun dahili temsilini kesfetmeye
caligir. Tahmin problemlerinin ¢éziimiiniin anahtari, f fonksiyonuna nasil yaklasilacagidir.
Modelleme siirecinde dogrusal olarak smirlandirilmis ikinci dereceden bir programlamay1

cozerek, veriler arasindaki 6zilinti kesfedilebilir ve daha iyi tahminler elde edilebilir.

Ariza analizinde, DVR 6nce gecmis giivenilirlik endeksleri ile ilgili hedefler arasindaki
iliskiyi 6grenmek ve daha sonra gelecekteki miidahale siiresini tahmin etmek i¢in egitilebilir.
Cizelge 5.1. DVR modelleme siirecinde egitim kaliplarinin nasil olusturulabilecegine dair

bir Oornektir.



Cizelge 5.1. DVR modellemesindeki egitim kaliplar1
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X Y
X1 X2 X3 Xp Xp+1
X X3 X4 Xp+1 Xp+2
X3 X4 X5 Xp+2 Xp+3
X4 X5 X6 Xp+3 Xp+4
Xi—p Xi-p+1 Xi-p+2 Xi—1 Xi

Yapilan modellemede bir sehir i¢i ulagim firmasina ait olan 15 adet tramvay aracinda Nisan

2019- Aralik 2021 yillar1 arasinda meydana gelmis 603 adet arizanin tahmin islemi

gerceklestirilmistir. Belirtilen yillar arasinda meydana gelen arizalarin baglangic¢ tarihi ve

saati 6nem arz etmektedir. Modelleme i¢in kullanilacak olan veri setinin belirli bir kismi

Cizelge 5.2.’de gosterilmistir. Modellemenin islem ¢iktis1 591 adet gdzlemden olugmaktadir.

Bunlarin %70’ lik kism1 olan 414 adet gozlem egitim kiimesi, kalan %30’ luk kismi olan

177 adet gozlem ise test kiimesi olarak belirlenmistir.
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Cizelge 5.2. Kullanilan veri setinin baz1 6rnekleri

tarih baslama saati
5.08.2019 17:58
3.09.2019 16:54
30.09.2019 18:12
26.11.2019 14:04
1.12.2019 13:20
1.01.2020 19:55
9.02.2020 06:00
26.03.2020 09:52
14.04.2020 09:56
4.05.2020 13:52
13.06.2020 06:10
19.07.2020 06:15
17.08.2020 18:50
2.09.2020 12:30
6.10.2020 23:00
30.10.2020 20:19
11.11.2020 16:38
1.12.2020 15:42
12.01.2021 05:52
3.02.2021 08:04
4.03.2021 10:33
13.04.2021 12:14
14.05.2021 14:23
2.08.2021 14:00
21.08.2021 07:52
6.09.2021 07:48
16.11.2021 16:37

10.12.2021 16:36



35

Girdi Dederteri Cin
Poinom v Egitim MAPE 1.26843 Egitim R Kare 0.999727
Ceza Degers &b Test MAPE 165218 Test R Kare 0.999628
Parametre 25 D saresi "
) 100 ILERI TAHMIN SONUCLARI

Beri Tahmin

KAYDET

EXCEL KAYDET

Sekil 5.2. Tasarlanan DVR arayiiz

Tasarlanan modellemede bir arayiiz olusturulmus ve girdi verileri islenerek en uygun ¢ikt1
verileri elde edilmeye calisgilmistir. Modelleme i¢in en uygun ydntemin Polinom DVR
oldugu goriilmiistiir. Girdi degerleri boliimiinde ceza degeri degeri 100 ile 1000 arasinda
100’ er artis olacak sekilde, parametre degeri 0.5 ile 3 arasinda 0.5 olarak artacak sekilde ve
epsilon degeri 100 ile 300 arasinda 50’ ser artis olacak sekilde toplamda 300 adet DVR
modellemesi yapilmustir. Ileri tahmin siiresi i¢in 5 degeri girilmistir. Yapilan modellemeler
arasinda elde edilen en iyi kombinasyon C=500 Parametre=2.5 Epsilon=100 olarak
belirlenmistir. Bu parametrelerin sonucunda egitim MAPE degeri 1.26843, test MAPE
degeri 1.65218 olarak bulunmustur. Determinasyon katsayilar1 ise egitim ve test degerleri
icin siras1 ile 0.999727 ve 0.999628 olarak sonuglandirilmistir. D siiresinde bulunan ¢ikti
verisi ise modellemenin ka¢ donem geriye doniik tahmin ettigini belirlemektedir. Matlab
2018a ile yapilan 300 adet DVR modellemesi arasindan gesitli girdi degerleri islenerek elde
edilen ¢ikt1 degerleri Cizelge 5.3 teki gibi gosterilmistir.
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Cizelge 5.3. Girdi degerleri degistirilerek elde edilen bazi ¢ikt1 degerleri

_ _ MAPE RZ
POLINOM GEKIRDEK Egitim Test Egitim Test
C=100y=0.5¢=100 0.395983 0.453828 0.998992 0.998688
;;5-9 ﬁ C=100y=0.5e=150 0.424042 0.304937 0.99893 0.999371
()

-g E C=100y=0.5€=200 0.361177 0.38506 0.999045 0.998945
g %D C=100y= 0.5 =250 0.370109 0.38081 0.999151 0.999068
C=100y= 0.5 e=300 0.37463 0.403844 0.999026 0.998802
C=100y=2.5¢=100 1.72623 1.57581 0.999556 0.999581
o C=200y=2.5¢=100 1.53031 1.37617 0.999628 0.999582
é C=300y=2.5¢=100 1.40097 1.37364 0.999686 0.999677
%’E C=400y=2.5¢=100 1.38947 1.16846 0.999692 0.999788
gﬂ C=500y=2.5¢=100 f 1.26843 f 1.65218 0.999727 0.999628
§ C=600y=2.5¢=100 1.32483 1.15601 0.999753 0.999762
g C=700y=2.5¢=100 1.25305 1.35206 0.999803 0.999689

T
E C=800y=2.5¢=100 1.38314 1.46716 0.999674 0.999625
} C=900y=2.5¢=100 1.4044 1.31641 0.999681 0.999734
C=1000y=2.5¢=100 1.25562 1.02167 0.999809 0.99977
C=500y= 0.5 =150 0.269823 0.310276 0.999519 0.999451
;éo o C=500y=1¢=150 0.267894 0.302992 0.999545 0.999521
% é C=500y= 1.5 €=150 0.273181 0.306237 0.999513 0.999522
g Ez C=500y=2 e=150 1.19823 1.56791 0.999723 0.999741
i N C=500y= 2.5 =150 1.46184 1.57555 0.99962 0.999537
C=500y=3 =150 0.915889 0.960529 0.999923 0.999911

En iyi kombinasyona ait olan egitim tahmin ve gozlem grafigi Sekil 5.3°de, test tahmin ve
gozlem grafigi ise Sekil 5.4°de verilmistir. Mavi olarak belirtilen degerler tahmin verilerini,
kirmiz1 olarak belirtilen degerler ise DVR modellemesinde elde edilen gozlem verilerini

gostermektedir.
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Sekil 5.3. En iyi girdi degerleri ile elde edilen egitim tahmin ve gozlem grafigi

E X‘H}E T T T T T T T T

—=— Test Tahmin
—+— Test Gozlem

::-.... 1 1 1 1 1 1 1 1
0 20 40 60 B0 100 120 140 160 180

Sekil 5.4. En iyi girdi degerleri ile elde edilen test tahmin ve gozlem grafigi
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Cizelge 5.4° de de ileri tahmin degeri 5 girildigi icin meydana gelecek olan arizanin 5 giinliik

tahmini tarih ve saat olarak elde edilmistir.

Cizelge 5.4. En iyi girdi degerleri ile elde edilen ileri tarih ve saat degerleri

ileri tahmin degeri |ileri tahmin tarih ve saati

26-May-2021 11:12:50
27-May-2021 18:48:03
29-May-2021 07:04:36
31-May-2021 15:17:44
01-Haz-2021 07:15:04

o b~ W N -
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6. SONUC VE ONERILER

Modelleme ve giivenilirlik analizi, teknik sistem yonetimi siirecinde énemli bir unsurdur.
Herhangi bir ariza, teknik araglar kullanilarak gerceklestirilen isletme siireglerinin
verimliliginde azalmaya neden olabilir. Ariza tahmini dikkate alinarak bir igleminin
modellenmesi, bu tiir arizalardan kaynaklanan kayiplarin en aza indirilmesini miimkiin kilar.
Ayrica, ileri diizeyde giivenilirlik bilgisi, periyodik bakim ve yedek parca tedariki igin
planlama siirecini desteklemelidir. Bu nedenle, birgok bilim ve teknoloji alaninda ve
ekonominin dallarinda, teknik nesnelerin ve cihazlarin somiiriilmesinin gergek operasyonel
stireglerini yansitan modeller yaratmaya calisilmaktadir. Hafif rayli sistemlerin etkin
calismasi, giivenilir bir arag filosu gerektirir. Isletim sirasinda ulagim araclarinda arizalarim
meydana gelmesi neredeyse her zaman tiim sistem i¢in daha fazla veya daha az kayipla
sonuclanir. Hafif rayli sistem araglarinin gereklilikleri karsilamak i¢in uygun bakim, teshis

ve onarim sistemlerinin organize edilmesi gerekmektedir.

Bu nedenle yapilan modellemede bir sehir i¢i ulasim firmasina ait olan 15 adet tramvay
aracinda 2019-2021 yillar1 arasinda meydana gelmis 603 adet arizanin tahmin islemi
gerceklestirilmistir. Belirtilen yillar arasinda meydana gelen arizalarin baglangi¢ tarihi ve
saati 6nem arz etmektedir. Modellemenin islem ¢iktis1 591 adet gézlemden olusmaktadir.
Bunlarin %70’lik kism1 olan 414 adet gozlem egitim kiimesi, kalan %30°luk kism1 olan 177
adet gozlem ise test kiimesi olarak belirlenmistir. DVM regresyonu icin c¢ekirdek
fonksiyonlar1 arasinda en az hata oranina sahip olan Polinom ¢ekirdek se¢ilmistir. Toplamda
603 olmak tizere 29 farkli ariza igin tasarlanan DVR modeline ait 300 adet kombinasyon
arasindan en 1yi parametrelerin secilmesi sonucunda egitim MAPE degeri 1.26843 , test
MAPE degeri 1.65218 olarak bulunmustur. Determinasyon katsayilari ise egitim ve test
degerleri igin sirasi ile 0.999727 ve 0.999628 olarak sonuglandirilmistir. Yapilan ¢alisma
yalnizca hafif rayl sistem araglarinda degil isleyen bir sistemde ariza meydana gelen her
alanda gerceklestirilebilir. Benzer bir modelleme iiretim, enerji iletimi ve dagitimi, savunma

sanayi, saglik gibi sektorlerde yapilmaya elveriglidir.
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